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Streszczenie

W ostatnich latach uczenie gª¦bokie osi¡gn¦ªo niekwestionowany sukces
w wielu dziedzinach nauki, m.in. w klasy�kacji obrazów hiperspektralnych.
Obrazy te s¡ uzyskiwane przy pomocy czujników kamery hiperspektralnej,
które przechwytuj¡ dane w dziesi¡tkach lub setkach w¡skich pasm dla ka»-
dego piksela z ró»nych zakresów widma elektromagnetycznego. Mierz¡ one
energi¦ w zakresie ±wiatªa widzialnego, a tak»e bliskiej i dalekiej podczer-
wieni. Obrazowanie hiperspektralne znajduje zastosowanie w nieinwazyjnej
klasy�kacji substancji, m.in. w geologii, rolnictwie precyzyjnym, monitoro-
waniu ±rodowiska, hydrologii oraz wojskowo±ci.

W tej pracy skupiamy si¦ na problemie optymalizacji sieci gª¦bokiego
uczenia w klasy�kacji danych hiperspektralnych. Z powodu ró»norodno±ci
i zªo»ono±ci architektur, dobór oraz kon�guracja sieci dla danego problemu
stanowi¡ wyzwanie. Jako ±rodowisko testowe w zadaniu optymalizacji sieci

1



neuronowych wybrali±my problem klasy�kacji krwi i substancji krwiopodob-
nych na zbiorze danych zªo»onym z obrazów hiperspektralnych. Zastosowa-
li±my kilka nowoczesnych architektur, tj. jedno-, dwu- i trójwymiarowe sieci
splotowe, sie¢ rekurencyjn¡ opart¡ na komórkach GRU oraz wielowarstwowy
perceptron. Zaprojektowali±my dwa ró»ne scenariusze eksperymentów, czyli
najcz¦±ciej wykorzystywany scenariusz uczenia transduktywnego (ang. Hy-
perspectral Transductive Classi�cation), w którym próbki zarówno w zbiorze
treningowym jak i testowym pochodz¡ z jednego obrazu oraz bardziej re-
alistyczny scenariusz uczenia induktywnego (ang. Hyperspectral Inductive
Classi�cation), w którym zbiór testowy pochodzi z innego ¹ródªa ni» zbiór
treningowy. W scenariuszu induktywnym ocenili±my równie» wpªyw ró»nych
substancji tªa oraz dni akwizycji obrazów na wydajno±¢ sieci. Zaobserwowa-
li±my, »e w scenariuszu transduktywnym dokªadno±¢ klasy�kacji wszystkich
testowanych metod przekraczaªa 90%, podczas gdy w scenariuszu induktyw-
nym byªa ona znacznie ni»sza i wahaªa si¦ mi¦dzy 57,2 a 99,5%. Co wi¦cej,
w niektórych przypadkach, bardziej zªo»one metody jak sieci splotowe, byªy
mniej wydajne ni» wielowarstwowy perceptron. Zauwa»yli±my równie» pro-
blem ze stabilno±ci¡ sieci dla jednej z architektur stosowanych w eksperymen-
tach. Problem ten zostaª rozpatrzony w kolejnych rozdziaªach i doprowadziª
do bada« nt. zanikaj¡cego gradientu, a w konsekwencji do metod reinicjali-
zacji sieci.

Jednym z gªównych ogranicze« wydajno±ci sieci w scenariuszu induktyw-
nym jest obecno±¢ pikseli zawieraj¡cych mieszaniny widm ró»nych substan-
cji. Dlatego do dalszych bada« wybrali±my jedn¡ z gaª¦zi sieci neuronowych,
tj. liniowe autokodery. S¡ one uczone bez etykiet, lecz pomimo ich pro-
stoty, mog¡ osi¡ga¢ konkurencyjne wyniki. Przeprowadzili±my seri¦ ekspe-
rymentów rozmieszania spektralnego, w których dokonywano rekonstrukcji
oryginalnych widm substancji. Zaobserwowali±my, »e w niektórych przy-
padkach sieci trenowane z u»yciem jednego zestawu hiperparametrów osi¡-
gaj¡ ró»ne poziomy wydajno±ci. Przeprowadzili±my szerokie badania sta-
tystyczne, które potwierdziªy istotne znaczenie inicjalizacji wag na ko«cowy
bª¡d rekonstrukcji sieci. Co wi¦cej, zidenty�kowali±my problem martwych ak-
tywacji w sieciach korzystaj¡cych z funkcji aktywacji ReLU, zwi¡zany z du»¡
liczb¡ nieaktywnych neuronów. W niektórych sytuacjach zjawisko to utrud-
nia, a nawet uniemo»liwia prawidªowy trening sieci. Zaproponowali±my trzy
metody reinicjalizacji sieci, które ªagodz¡ negatywne skutki martwych akty-
wacji. W oparciu o warto±ci progowe wspóªczynników martwych aktywacji
dokonujemy reinicjalizacji podzbioru lub wszystkich wag sieci, w zale»no-
±ci od wybranej metody reinicjalizacji. Potwierdzamy, »e dla eksperymentów
z u»yciem danych hiperspektralnych proponowane metody zwi¦kszaj¡ wydaj-
no±¢ sieci. Ocenili±my równie» skuteczno±¢ tych podej±¢ dla zbioru danych
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MNIST. Zaobserwowane wyniki prowadz¡ do wniosku, »e metody reinicjali-
zacji sieci s¡ wydajnym rozwi¡zaniem i zmniejszaj¡ bª¡d rekonstrukcji sieci,
zwªaszcza dla nieoptymalnych zestawów hiperparametrów.

Omawiana rozprawa stanowi wkªad w dyskusj¦ nt. optymalizacji sieci gª¦-
bokiego uczenia do klasy�kacji danych hiperspektralnych poprzez obszerne
badania nowoczesnych architektur. Co wi¦cej, dyskutowany w niej jest pro-
blem stabilno±ci sieci i proponowane s¡ trzy metody reinicjalizacji sieci, aby
zªagodzi¢ rozpoznane zjawisko martwych aktywacji.
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